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RESUMO

A energia solar representa a coluna vertebral das fontes de energia sustentaveis e pela sua
influéncia sobre as demais, sua participagao na mudanca da matriz energética ¢ indispensavel
ainda mais nesse periodo critico climatico que esta vivendo o planeta. No contexto apresentado,
a energia solar ¢ uma fonte intermitente e pouco confidvel, sendo necessarios sistemas
complementarios como modelos de previsdo de irradiagdo solar que ajudem no controle
eficiente da demanda de eletricidade. Os modelos de aprendizagem de maquinas sdo métodos
que podem ser de regressao ou de classificacdo e estdo sendo usados para desenvolver modelos
de previsdo de irradiagdo solar global, especificamente em modelos preditivos que podem ser
usados para otimizar os sistemas de controle das usinas solares. O objetivo deste trabalho ¢
implementar e comparar o desempenho dos modelos de aprendizagem de maquinas XGBoost
e Boosting na previsio de irradiagio solar global, usando o Indice Oceanico El Nifio (do inglés
ONI) como preditor em cinco bancos de dados diferentes: Global com ONI; Global, La Nifia,
El Nifio e Neutro sem ONI, para os horizontes temporais 2 min, 10 min, 30 min, lh, 1 diae 7
dias, sendo analisados sob a mesmas condicoes climaticas na cidade de Fortaleza, no estado do
Ceara, 3° 43° 2°’S, 38° 32’ 35’0. Foram analisados o banco Global que contém todas as
observagoes incluindo o ONI como preditor; e os bancos que nao usaram o ONI como preditor:
Global, La Nifia, El Nifio e Neutro, a fim de conhecer o efeito do ONI sobre a previsdo de
irradiacdo solar. O banco Global com ONI teve valores menores de RMSE em comparagdo com
o banco Global sem ONI para os horizontes 2 min ¢ 10 min. O modelo XGBoost no banco
Global com ONI mostrou um valor do nRMSE 52.08% menor que nos outros bancos no
horizonte de 2min. O modelo Boosting apresentou no banco Neutro sem ONI um valor do
nRMSE 39.26% menor do que nos outros bancos para o horizonte de 1 h. No desempenho geral
dos modelos, o Boosting teve melhores resultados, mas com a analise dos valores da FS
percebeu-se que o modelo XGBoost mostrou um desempenho similar com valores de menos de
1% de diferenca. Ao observar os valores da FS nos bancos que contém observagdes com
ocorréncia do ONI (Global, La Nifia e El Nifio) percebe-se a tendéncia positiva afetando a

sensibilidade da previsao de irradiacdo solar.

Palavras-chave: XGBoost. Aprendizagem de maquinas. Energia Solar. Oceanic Nifio Index.
ENOS. La Nifa. El Nifio.



RESUMEN

La energia solar representa la columna vertebral de las fuentes de energias sustentables y por
su influencia sobre las demas, su participacion en el cambio de matriz energética es
indispensable sobre todo en este periodo critico climatico que esta viviendo el plancta. En el
contexto presentado, la energia solar es una fuente intermitente ¢ poco confiable, siendo
necesarios sistemas complementarios como modelos de prevision de irradiacion solar que
ayuden en el control eficiente de la demanda de electricidad. Los modelos de aprendizaje de
maquinas son métodos que pueden ser de regresion o de clasificacion y estdn siendo usados
para desarrollar modelos de prevision de irradiacion solar global, especificamente en modelos
predictivos que poder ser usados para optimizar los sistemas de control de las plantas de energia.
El objetivo de este trabajo es implementar y comparar el desempeiio de los modelos XGBoost
y Boosting en la prevision de irradiacion solar, usando el Indice Oceanico El Nifio (del inglés
ONI) como predictor en cinco bancos de datos diferentes: Global con ONI; Global, La Niiia, El
Nifio y Neutro sin ONI, para los horizontes temporales 2 min, 10 min, 30 min, 1h, 1 dia, 7 dias,
siendo analizados bajo las mismas condiciones climéticas en la ciudad de Fortaleza, en el estado
de Ceara, 3° 43’ 2°’S, 38° 32° 35”’0. Fueron analizados el banco Global que contiene todas las
observaciones incluyendo el ONI como predictor; y los bancos que no usaron el ONI como
predictor: Global, La Nifia, El Nifio y Neutro, con el fin de conocer el efecto del ONI sobre la
prevision de irradiacion solar. El banco Global con ONI obtuvo valores menores de RMSE en
comparacion con el banco Global sin ONI para los horizontes 2 min y 10 min. El modelo
XGBoost en el banco Global con ONI mostrd un valor de nRMSE 52.08% menor que en los
otros bancos no horizonte 2 min. El modelo Boosting present6 en el banco Neutro sin ONI un
valor de nRMSE 39.26% menor de que en los otros bancos para el horizonte 1 h. En el
desempefio general de los modelos, el Boosting tuvo mejores resultados, pero con el analisis de
los valores de FS se percibio que el modelo XGBoost mostrd un desempeiio similar con valores
de menos de 1% de diferencia. Al observar los valores de FS en los bancos que contienen
observaciones con ocurrencia del ONI (Global, La Nifia y El Nifio) se percibe la tendencia

positiva afectando la sensibilidad de la prevision de irradiacion solar.

Palabras clave: XGBoost. Aprendizaje de maquinas. Energia Solar. Oceanic Nifio Index.
ENOS. La Nifia. El Nifio.
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1 INTRODUCAO

A energia solar ¢ uma das fontes renovaveis mais abundantes no mundo, o
aproveitamento eficiente dela vem sendo um dos maiores desafios na area do desenvolvimento
de tecnologias que usam energias renovaveis. Nos sistemas de controle das usinas baseadas em
energia solar ¢ importante o uso de modelos de previsao de irradiag@o solar para poder abastecer

eficientemente a demanda de eletricidade.

O desenvolvimento de projetos de geracao de eletricidade usando fontes renovaveis
vem aumentando significativamente no Brasil, tendo o estado do Cear4 entre os mais destacados
e pioneiros na mudanga da matriz energética. Na investigacdo realizada por Freitas et al. (2020)
foram analisados trés cenarios (conservador, de transicdo ¢ 100% renovavel) de geracao de
eletricidade para o estado do Ceard em 2050, tendo como resultado que nos trés cenarios
destacam-se as fontes renovaveis edlica e solar com crescimento consideravel de participagao

no minimo de 50% na matriz energética.

A caracteristica aleatéria da radiagdo solar sob condi¢des climaticas variaveis € um
dos principais problemas no desenvolvimento de modelos de previsdo de irradiacao solar de
curto prazo (do inglés STSIF). No estudo realizado por Wang et al. (2012), estes desenvolveram
um novo modelo de redes neurais artificiais (do inglés ANN) que usa parametros de recurso
estatistico (do inglés SFP) da irradiancia e a temperatura ambiente. Os resultados demonstraram
que a precisdo do modelo de previsio ANN-SFP melhorou em comparagdo com o modelo
convencional ANN-HDS, para dias ensolarados os valores do MAPE, RMSE ¢ MABE
apresentam diferenga entre 2 — 16%, enquanto para os dias nublados a diferenca foi entre 66-

67%.

A fim de estabelecer qual ¢ a influéncia dos fendomenos climaticos do El Nifio
Oscilagao Sul (ENOS) e do Dipolo do Oceano Indico (DOI) na radiagdo solar na Australia,
Davy e Troccoli (2012) realizaram uma analise do impacto usando um modelo linear simples
de efeitos mistos e uma técnica de bootstrap. Os resultados que eles obtiveram indicaram que o

ENOS gerou alteracdes na energia solar em 10% dos locais que foram analisados.

Atualmente os modelos de previsdo ndo sdo totalmente confidveis para escalas de
tempo sazonais ou anuais devido a multiplos fatores que influenciam as mudangas do clima.
Mohammadi e Goudarzi (2018) fizeram uma analise da influéncia do ENOS sobre a irradiagao

solar total horizontal, velocidade do vento e precipitacdo em oito localidades com diferentes
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condi¢des climaticas na Califérnia. Usando a medida estatistica MAD (desvio absoluto da
mediana) para determinar a variabilidade dos parametros analisados, concluiram que durante
os eventos mais fortes do El Nifio aconteceram as maiores variacdes, com diminuicao da

irradiacao solar, tendo um efeito contrario sobre a precipitagdo para as regides da California.

Bakker et al. (2019) determinaram que os preditores mais importantes que devem
ser usados no desenvolvimento de modelos de previsao probabilistica sdo: irradiacdo global,
irradiacdo direta, umidade relativa, nebulosidade e precipitacdo, apds terem feito uma
comparagdo de 7 métodos de regressdo. Eles compreenderam que o desempenho dos métodos
depende principalmente da hora do dia, do tempo de previsdo, da localizagdo geografica, da
estacdo e das condicdes climaticas. De acordo com os diagramas de confiabilidade, os métodos

de arvore foram os mais confiaveis.

Pedro e Coimbra (2015) desenvolveram uma nova metodologia de previsdo para
modelos intra-horarios (de 5 min a 30 min) baseado na otimiza¢do do reconhecimento de
padrdes de telemetria local e imagens do céu, obtendo melhoras consideraveis na previsao, entre

10% a 25%, em comparacdo com o modelo de Persisténcia.

Liet al. (2016) estudaram o uso dos métodos de aprendizagem de maquinas, Hidden
Markov ¢ SVM, na previsao de irradiagdo solar a curto prazo a fim de demonstrar que o
desempenho deles foi 6timo apresentando valores a acima de 90% na precisdo da previsdo e

podem também ser usados sob diferentes condi¢des climaticas.

Torres-Barran et al. (2019) realizaram uma comparacao entre os métodos Random
Forest Regression (RFR), Gradient Boosted Regression (GBR) e Extreme Gradient Boosting
(XGBoost) versus os métodos Support Vector Regression (SVR) e Multilayer Perceptrons
(MLP’s) aplicados na previsao da energia edlica e irradiagao solar. Os resultados que obtiveram
para a previsao de irradiagao solar foi que os métodos GBR e XGBoost apresentaram o melhor
desempenho com MAE de 13.25% na fase de teste, seguidos do SVR (13.46%) e por Gltimo o
RFR (13.77%), ja4 o MLP foi o método com o pior desempenho tanto para previsdo de energia

edlica como de energia solar.
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O objetivo principal da presente dissertacdo ¢ avaliar o desempenho dos modelos
de arvore XGBoost ¢ Boosting na previsao de irradiagio solar sob a influéncia do ONI para a

cidade de Fortaleza. Como objetivos especificos se determinaram:

e Executar ¢ comparar o desempenho dos modelos de arvore com a
Persisténcia na previsdo de irradiagio solar para os horizontes temporais 2
min, 10 min, 30 min, 1h, 1 dia e 7 dias.

e Analisar o efeito do ONI na acuracia da previsao.

e Avaliar o comportamento da previsao nos diferentes periodos de ocorréncia

do ENOS.

A presente dissertagdo estd organizada da seguinte forma: A Secdo 2 envolve a
informacgao principal sobre os modelos de aprendizagem de maquinas analisados, preditores e
demais conceitos abordados no trabalho. A Sec¢do 3 detalha a metodologia usada para o
desenvolvimento da previsdo de irradiagdo solar. J4 a Se¢do 4 abrange a analise e discussao
sobre os resultados obtidos dos modelos previsao propostos. Finalmente, a Se¢do 5 apresenta

as conclusdes e limitagdes dos modelos estudados nesta dissertacao.
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2 FUNDAMENTACAO TEORICA

Os modelos de aprendizagem de maquinas sdo conhecidos como métodos de
inteligéncia artificial e sdo usados de forma extensa na previsdo de irradiacdo solar global,

segundo explica Feng et al. (2019).

Durante os ultimos anos foram desenvolvidos diferentes métodos de previsdo de
irradiagdo solar global tais como modelos empiricos, modelos baseados na nebulosidade, na
temperatura, entretanto, atualmente se precisa de modelos de previsdo de alta qualidade e
confiabilidade. Fan ef al. (2018) realizaram uma analise dos métodos Support Vector Machine
(SVM) e Extreme Gradient Boosting (XGBoost) juntamente com modelos empiricos para
determinar qual deles apresentava maior precisdo na previsao de irradiagdo solar global em
clima subtropical imido, tendo como resultado que o SVM e o XGBoost mostraram melhor
desempenho que os modelos empiricos. O modelo XGBoost apresentou um aumento médio de
6.3% no RMSE comparado ao 10.5% do SVM. Em referéncia a velocidade de computagio o
XGBoost mostrou maior velocidade (3.02 seg e 0.05 seg na fase de treinamento e teste

respectivamente) a diferenga do SVM (27.48 seg e 4.13 seg).

2.1 Bibliometria

Conforme a pesquisa realizada sobre os topicos solar forecasting (previsdo solar) e
machine learning (aprendizagem de maquinas), no Grafico 1 pode-se observar o aumento quase
exponencial na ultima década das pesquisas sobre essa area da energia solar, demonstrando a

importancia de desenvolvimento de estudos sobre previsao de irradiagao solar.

Observa-se no Grafico 2, com 144 citagdes, que o Brasil encontra-se entre os 20
paises com maior nimero de citagdes no periodo 2000 — 2021. Isso o coloca como um dos

pioneiros no estudo da previsao solar usando aprendizagem de maquinas.
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Grafico 1 — Produgéo cientifica anual sobre previsao solar e aprendizagem de maquinas
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Fonte: elaborado pelo autor com a ferramenta Biliometrix.

Grafico 2 — Paises com maior niimero de citagdes no periodo 2000 —2021.
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Fonte: elaborado pelo autor com a ferramenta Biliometrix.

2.2 Oceanic Nino Index

Andreoli e Kayano (2005) definem o ONI como a média mével de 3 meses da
variagdo da Sea Surface Temperature (SST) na regido 3.4 do El Nifio. De acordo com Trenberth
(2019), o evento El Nio (fase quente) se apresenta quando existe aquecimento anormal > +
0.5, enquanto o evento La Nifia (fase fria) percebe-se ao existir esfriamento anormal < - 0.5.

Nos periodos que o ONI ¢ menor que + 0.5 e maior que - 0.5 determina-se auséncia dos eventos.
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Grafico 3 — Média movel de trés meses do ONI de 1950 até o presente.

1960 1955 10680 18985 1970 1975 1080 1985 1990 1095 2000 2005 2010 2018 2020 2025
Wear

Fonte: Dahlman (2009).

Os valores que o ONI pode assumir se apresentam no Grafico 3. O evento El Nifio
(fase quente) se representa pela cor amarela, enquanto La Nifia (fase fria) se representa pela

cor azul e na cor cinza os periodos de auséncia dos eventos.

2.3 Variaveis de Entrada (Preditores)

Além dos dados de irradiacdo solar, as varidveis comumente usadas como
preditores sdo as medi¢des meteorologicas como umidade relativa, velocidade e direcdo do
vento, temperatura do ar, precipitagdo, nebulosidade e pressiao; conforme explica Antonanzas
et al. (2016), esse conjunto de preditores ¢ conhecido como dados exdgenos. Na Tabela 1 pode-
se observar as variaveis usadas na previsao de irradiagao solar em alguns trabalhos publicados

do periodo 2016 — 2021.

2.4 Modelo de Persisténcia

E um modelo de previsao a curto prazo considerado como referéncia para contrastar
o desempenho de outros modelos, geralmente ¢ um modelo impreciso para horizontes acima de
1 hora, conforme explica Diagne et al. (2013). A Equacdo 1 corresponde ao modelo de
Persisténcia do Indice de Claridade, onde K, no tempo t + 1 é a melhor predi¢io do indice de

claridade para o mesmo valor no instante t anterior.

K(t+1) = Kt (1)
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Tabela 1 — Variaveis usadas como preditores em trabalhos de previsdo de irradiagdo solar.

Autores/Ano
Gutierrez- | Cervone | Rocha | Chandola | Zambrano
Coreaetal. | etal. et al. et al. e Giraldo |Lai et al. (2021)
(2016) (2017) | (2019) | (2020) (2020)
Irradiacao v v v v v v
Global
Temperatura v v - v v v
Tempe,:ratura B 3 v 3 B 3
max.
Temperatura
min.
Umidade
Relativa
Velocidade
do vento
Diregao do v
vento
Irradiagao v
extraterrestre
fndi.ce de v 3 3 3 3 v
claridade
Angulo horario v
solar
An%ul‘o do v v
zenite
Nebulosidade - v
Angulo azimute - v
Dia do ano - -
Precipitacao — —
Orvalho - -
Pressao - — —
Radiacdo
normal direta
Radiacao
horizontal difusa
Fonte: elaborada pelo autor.

Variaveis

|
|
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|
<
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2.5 Regressao de Gradiente Aumentado (Boosting)

Segundo Nagy et al. (2016), o Boosting ¢ usado em regressdoes de gradiente
aumentado com arvores de decis@o. O preditor gerado ¢ uma combinacao de aprendizagens de
arvores de decisdo fracos que sdo construidos de forma iterativa usando a gradiente negativa de

uma fung¢do de perda. A Equacdo 2 representa o modelo boosting, segundo Nielsen (2016).
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)

Onde é,,(x) € {—1,1} sdo os classificadores fracos e os classificadores forte sdo

é(x) = sign(f(x)).
2.6 Gradiente de aumento extremo (XGBoost)

O XGBoost ¢ um dos mais conhecidos modelos de gradiente de aumento, funciona
adicionando e treinando novos arvores para ajustar os erros residuais de cada iteragdo, segundo
Dong et al. (2020). Chen e Guestrin (2016) destacam que o XGBoost ¢ um modelo reconhecido
pela sua mais importante caracteristica: poder escalar em todos os cenarios enquanto realiza o
processo de calculo até 10 vezes mais rapido do que outros modelos ja usados na area. Fan et

al. (2018) definem a Equagao 3 como:

t
(0 = > fiex) = 57 + £i(x0) 3)
k=1

-1)

Onde f; (x;) ¢ o aprendiz no tempo t; fi(t) e fi(t sdo as predigdes para os tempos

t et — 1, finalmente x;¢é a variavel de entrada.
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3 METODOLOGIA

Esta se¢do apresenta quais foram os preditores usados no treinamento e teste dos
modelos, as caracteristicas do banco de dados, os modelos de aprendizagem de maquinas

usados para desenvolver as previsoes de irradiacao solar.

O desenvolvimento deste trabalho foi realizado no software RStudio usando a

linguagem de programacao de codigo aberto R.

Figura 1 — Diagrama de fluxo do processo.

Coleta de
dados

Pré-processamento e
estandardizacio dos dados

!

Filtragem das observagoes
nos bancos:

- o~

Global La Niia El Niiio Neutral

\“//

Separacio dos bancos
nos conjuntos:

Treinamento Teste
(70%) (30%)

Treinamento,
Validaciio e Teste dos
modelos

!

Avaliacéiio dos
modelos usando
métricas de erro

Fonte: elaborada pelo autor.

No esquema mostrado na Figura 1 pode-se observar de forma geral o processo

realizado nesta dissertagao, que vai ser detalhado nesta secgao.

3.1 Banco de dados e pré-processamento

Os dados de irradiagao solar foram coletados no Laboratério de Energia Solar e Gas
Natural (LESGN) localizado no Campus Pici da Universidade Federal do Ceard na cidade de
Fortaleza, Ceara, 3° 43’ 2°°S, 38° 32’ 35’0, enquanto aos dados meteorologicos foram obtidos

da Fundagdo Cearense de Meteorologia e Recursos Hidricos (Funceme).
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Apos a andlise da literatura sobre os preditores usados em trabalhos de previsdo de
irradiacdo solar, de acordo Brasil (2020a), foram 25 o numero de preditores a serem
considerados nesta dissertagdo, no caso, temporais como: ano, dia juliano e hora da colegdo;
medicdes meteorologicas como: velocidade (m/s) e diregdo do vento (graus), umidade do ar
(%), temperatura (°C), precipitacdo (mm) ¢ ONI; junto a irradiacdo global horizontal de 16

instantes anteriores.

Realizou-se a padronizacgao da variavel dia do ano e o calculo do indice de claridade
(Kt) segundo Duffie e Beckman (2006). O banco de dados compreende as observagdes desde
2007 até 2019, encontra-se as medi¢cdes em resolugdo de 2 min, e € nomeado como Global por
conter o total de observagdes. Derivas-se do banco Global os subconjuntos La Nifia, El Nifio e
Neutro, o critério de subdivisdo ¢ baseado no valor do ONI respectivamente para cada evento

meteoroldgico.

3.2 Validacao cruzada

Previamente a execucdo dos modelos XGBoost e Boosting ¢ realizada mais uma
divisdo aleatoria do banco, considerando 70% para treinamento com validacao cruzada para 10-
fold e 30% para teste. Ressalta-se que esse procedimento ndo € realizado para o modelo da

Persisténcia.

3.3 Métricas de erro

O desempenho dos modelos ¢ avaliado usando as métricas de erro: raiz do erro
quadratico médio (do inglés RMSE), raiz do erro quadratico médio normalizado (do inglés
nRMSE), erro médio absoluto (do inglés MAE), erro médio absoluto normalizado (do inglés

nMAE), Habilidade de Previsao (do inglés FS), conforme, entre outras fontes, Brasil (2020a).

Para as Equagdes 4, 5, 6 ¢ 7; H, é o valor previsto pelo modelo, H, ¢ o valor

observado, N é o niimero de observacdes que contém o banco de teste e H, é a média dos valores

de H,.

RMSE =

Z| =

i(ﬁt _H) @)

RMSE
nRMSE = — (5)
H¢
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N
I
MAE =NZ|Ht—Ht| (6)
i=1
MAE
nMAE = — %)

t

Segundo explica Fan et al (2020), quanto menor os valores das métricas

mencionadas previamente melhor vai ser o desempenho dos modelos analisados.

Com o proposito de comparar o desempenho dos modelos XGBoost ¢ Boosting ao
modelo da Persisténcia usa-se a Habilidade de Previsdo, de acordo Kumari e Toshniwal (2021),
Equagdo 8:

_ RMSEmodelo
RMSEpersisténcia

FS =1 (8)
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4 RESULTADOS E DISCUSSAO

Previamente a analise dos modelos propostos, foi feito o pré-processamento do
banco de dados completo com o objetivo de remover os valores ausentes € padronizar o

conjunto de forma geral de acordo com os parametros de entrada das fungdes.

Para facilitar o processamento dos dados pelo software utilizado, especificamente
para o caso de resolu¢do temporal de 2 minutos, foi necessario reduzir a quantidade das
observagoes (512.267) usadas no treinamento e teste dos modelos. Realizaram-se execugdes
dos modelos mudando a porcentagem (10, 20, 30, 40 e 50) do banco de dados Global para
determinar uma quantidade adequada de observagdes a serem usadas sem impor um grande
peso computacional, ¢ nos Graficos 4 e 5 pode-se observar que a variagdo do nRMSE ¢ FS ¢
menor do que 5%, portanto o uso de 50% das observagdes ¢ adequado, por nio afetar os

resultados das métricas de erros e facilitar o desempenho computacional.

Grafico 4 — Variacdo do nRMSE em fun¢io da porcentagem do banco de dados Global com ONI usado na
execucdo dos modelos.
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Fonte: elaborado pelo autor.

Vale ressaltar novamente que a remocao aleatoria dessas observacdes foi aplicada s6 para
0 horizonte de 2 min, uma vez que para os outros horizontes o tamanho do banco de dados ndo impds

grande peso computacional.
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Grafico 5 — Variag@o do FS em fungéo da porcentagem do banco de dados Global com ONI usado na execugdo
dos modelos.
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Fonte: elaborado pelo autor.

Em adicdo, foram analisados cinco subconjuntos de observagdes para cada
horizonte temporal, a partir de agora nomeados como o Global (que contém o total das
observagdes) com o ONI como preditor; e sem usar o ONI, tendo os subconjuntos Global, La
Niia, El Nifio e Neutro; esses trés ultimos compreendem os periodos onde aconteceram ou nao

os eventos meteorologicos, respectivamente.

4.1 Resultados obtidos com o banco de dados completo

Conforme se apresenta na Tabela 2 (os valores de RMSE e MAE estao expressos
em W/m?), o modelo XGBoost teve menor valor de RMSE para o horizonte de 2 min, no entanto
para os outros horizontes, 0 modelo Boosting apresenta melhor desempenho na previsao, mas
apenas com uma leve diferenga sobre o XGBoost. Os menores valores de RMSE foram

ressaltados em amarelo.

No Grafico 6 ¢ visivel a tendéncia positiva dos valores de FS tanto para o modelo
Boosting quanto para o modelo XGBoost ao longo dos horizontes temporais, com a exceg¢ao do
horizonte 1 dia em que teve uma diminui¢do de ~14 pontos percentuais nos dois modelos, apos
essa queda teve crescimento de ~10 pontos percentuais no horizonte de 7 dias. Para o modelo
Boosting os valores de FS variam de 10,87% -2 min a 15,27% - 7 dias, enquanto para o modelo

XGBoost os valores de FS vao de 10,88% - 2 min a 14,00% - 7 dias.
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Tabela 2 — Resultados dos modelos de previsdo, conjunto Global com o preditor ONL

Modelo Métrica Horizontes temporais
de erro 2min | 10min [ 30min | 1h | 1dia | 7 dias
RMSE [W/m?] 134,2216 185,9741 211,0821 224,4482 353,5532 386,4691
Persisténcia n.RMSE 23,38% 32,32% 36,62% 39,72% 44,29% 49,63%
MAE [W/m?] 68,7020 106,8340 136,0774 163,2498 273,1879 297,1272
n.MAE 11,97% 18,57% 23,61% 28,89% 34,22% 38,16%
RMSE [W/m?] 119,6337 153,6224 173,0984 180,8886 333,1274 327,4505
n.RMSE 20,84% 26,70% 30,03% 32,01% 41,73% 42,05%
Boosting  MAE [W/m?] 67,7408 96,1347 115,8064 125,3577 279,5749 265,4295
n.MAE 11,80% 16,71%  20,09% 22,18% 35,02% 34,09%
FS 10,87% 17,40% 17,99% 19,41%  5,78%  15,27%
RMSE [W/m?] 119,6225 154,4736 174,0291 184,7183 341,2422 331,7713
n.RMSE 11,81% 26,85% 30,19% 32,69% 42,75% 42,61%
XGBoost MAE [W/m?] 67,7756 96,3710 115,4370 127,5722 277,0900 267,9583
n.MAE 11,81% 16,75% 20,03% 22,58% 34,71% 34,41%
FS 10,88% 16,94% 17,55% 17,70%  3,48%  14,15%

Fonte: elaborada pelo autor
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Grafico 6 — Variag@o da Habilidade de previsdo, conjunto Global com o preditor ONI.
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Nos resultados mostrados na Tabela 3 o modelo com menores valores de RMSE na

previsdao foi o Boosting para os primeiros cinco horizontes temporais, enquanto o modelo

XGBoost teve menor valor de RMSE no horizonte de 7 dias. A auséncia do preditor ONI

evidencia aumento relativo no valor do RMSE para os primeiros dois horizontes em

comparagdo com os valores obtidos na Tabela 2. Destacam-se em amarelo os valores do RMSE

do modelo com melhor desempenho em cada horizonte.
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Tabela 3 — Resultados dos modelos de previsdo, conjunto Global sem o preditor ONI

Modelo Métrica Horizontes temporais
de erro 2min | 10min [ 30min [ 1h | 1dia | 7dias
RMSE [W/m?] 133,9211 187,1050 200,8503 220,4350 386,3919 352,3042
Persisténcia n.RMSE 23,30% 32,67% 35,18% 39,30% 48,21% 44,86%
MAE [W/m?] 69,0152 106,6954 128,5657 161,6070 303,7206 268,1535
n.MAE 12,01% 18,63% 22,52% 28,81% 37,90% 34,14%
RMSE [W/m?] 120,0591 154,4526 166,4855 177,9720 331,2364 315,0967
n.RMSE 20,89% 26,97% 29,16% 31,73% 41,33% 40,12%
Boosting MAE [W/m?] 68,0428 95,9546 108,1667 127,1401 280,2253 256,0396
n.MAE 11,84% 16,75% 18,95% 22,66% 34,96% 32,60%
FS 10,35% 17,45% 17,11% 19,26% 14,27% 10,56%
RMSE [W/m?] 120,0907 154,4739 168,6203 180,7548 338,6287 303,8462
n.RMSE 20,89% 26,97%  29,54% 32,22% 42,25% 38,69%
XGBoost MAE [W/m?] 68,1032 96,1367 109,8204 127,3951 282,8027 249,1954
n.MAE 11,85% 16,78%  19,24%  22,71% 35,29% 31,73%
FS 10,33% 17,44% 16,05% 18,00% 12,36% 13,75%

Fonte: elaborada pelo autor

Os valores de FS mostrados no Grafico 7 tém um comportamento diferente na

auséncia do preditor ONI em comparag@o com o Grafico 6, apresentando a mesma tendéncia

positiva nos modelos ao longo dos horizontes temporais, tendo valores similares nos primeiros

horizontes, crescendo os valores de FS até o horizonte de 1 h onde a diferenca ¢ de 1,26 pontos

percentuais. Nos horizontes 1 dia e 7 dias se observa que o FS diminuiu em ~4 pontos

percentuais em cada horizonte para o modelo Boosting, enquanto o modelo XGBoost diminuiu

5,64 — 1 dia e aumentou em 1,29 — 7 dias.

Grafico 7 — Variagdo da Habilidade de previsdo, conjunto Global sem o preditor ONI
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4.2 Resultados obtidos com o banco La Nina

Os resultados obtidos para o banco que contém as observagodes para os periodos em
que aconteceram os eventos do fendmeno La Nifia se apresentam na Tabela 4. Os valores do
RMSE sdo maiores em comparacdo com o banco Global com e sem ONI. Como explicado por
Correia Filho ef al. (2019), devido ao aumento da precipitagdo durante o periodo de La Nifia na
regido Nordeste do Brasil, ocorrem flutuagdes das condi¢des de claridade do céu, aumentando
a variagao da radiagdo solar. Destacam-se em amarelo os valores do RMSE do modelo com

melhor desempenho em cada horizonte.

Tabela 4 — Resultados dos modelos de previsdo, conjunto La Nifia sem o preditor ONI

Modelo Métrica Horizontes temporais
de erro 2min | 10min | 30min | 1h 1dia | 7 dias
RMSE [W/m?] 140,4663 194,0528 222,0314 240,4545 381,8376 397,0776
Persisténcia n.RMSE 24,65% 34,08% 38,41% 42,77% 50,94%  53,39%
MAE [W/m?] 73,7740 113,5658 143,0904 172,4086 295,1925 308,7603
n.MAE 12,95% 19,95% 24,76% 30,67% 39,38% 41,52%
RMSE [W/m?] 126,4222 161,2441 176,2878 199,3399 326,2993 285,0390
n.RMSE 22,18%  28,32%  30,50% 35,46% 43,53% 38,33%
Boosting  MAE [W/m?] 73,0978 104,5770 122,1827 144,0712 280,1459 240,2169
n.MAE 12,83% 18,37% 21,14% 25,63% 37,37% 32,30%
FS 10,00% 16,91% 20,60% 17,10% 14,55% 28,22%
RMSE [W/m?] 126,7353 162,3062 177,3827 204,0840 339,8767 355,7857
n.RMSE 22,24%  28,51% 30,69% 36,30% 45,34% 47,84%
XGBoost MAE [W/m?] 73,9566 104,5844 121,8408 146,0719 289,2923 281,5568
n.MAE 12,98% 18,37% 21,08% 25,98% 38,59% 37,86%
FS 9,78%  16,36% 20,11% 15,13% 10,99% 10,40%

Fonte: elaborada pelo autor

A diferenga entre os valores do nRMSE dos modelos Boosting e XGBoost ¢

pequena para os primeiros trés horizontes, varia de 0,06 - 2 min a 0,19 - 30 min, mas ao longo
dos horizontes temporais essa diferenca ¢ algo mais notavel chegando a 9,51 — 7 dias. No

Grafico 8 se observam em detalhe essas diferencas.

Conforme se observa no Grafico 9, o valor da FS tanto do modelo Boosting como
do modelo XGBoost aumenta nos primeiros trés horizontes temporais, diminuindo nos
horizontes de 1 h e 1 dia, mas permanecendo positivo. O modelo Boosting apresenta melhor
desempenho, com valores de 10,00% - 2 min; 16,91% - 10 min; 20,60% - 30 min; 17,10% - 1
h; 14,55% - 1 dia e o notavel aumento até 28,22% - 7 dias.
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Grafico 8 — Variagao do nRMSE, conjunto La Nifia sem o preditor ONI
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Fonte: elaborado pelo autor

Grafico 9 — Variagdo da Habilidade de previsdo, conjunto La Nifia sem o preditor ONI
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4.3 Resultados obtidos com o banco El Nino

Os resultados obtidos para o banco com as observagdes onde aconteceram os
eventos do fendmeno El Nifio se apresentam na Tabela 5. Os valores do RMSE sdo menores do
que os obtidos com os conjuntos Global e La Nifia. Pezzi e Cavalcanti (2001) concluiram que,
diferente de La Nifa, o efeito do El Nino no padrao das precipitagdes na regido Nordeste do
Brasil era negativo, causando a diminui¢do consideravel das chuvas, o que se confere na
reduc¢do da variacdo da radiagdo solar. Destacam-se em amarelo os valores do RMSE do modelo

com melhor desempenho em cada horizonte.
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Tabela 5 — Resultados dos modelos de previsdo, conjunto El Nifio sem o preditor ONI

Modelo Métrica Horizontes temporais

de erro 2min | 10min | 30min | 1h 1dia | 7 dias
RMSE [W/m?] 129,4075 177,0718 207,6476 222,1358 393,6539 344,7428
Persisténcia n.RMSE 22,46% 30,94% 35,73% 38,81% 48,82% 43,88%
MAE [W/m?] 66,0990 1009111 135,5069 160,3025 313,2349 265,1908

n.MAE 11,47% 17,63%  23,32% 28,01% 38,85% 33,75%

RMSE [W/m?] 115,7568 147,3882 168,3222 180,3147 345,8037 320,2183

n.RMSE 20,09%  25,75%  28,96% 31,50% 42,89% 40,75%

Boosting  MAE [W/m?] 65,0272 90,4298 110,5106 123,8539 287,5488 265,0379
n.MAE 11,29%  15,80% 19,02% 21,64% 35,66% 33,73%

FS 10,55% 16,76% 18,94% 18,83% 12,16% 7,11%

RMSE [W/m?] 116,0511 148,4394 171,0046 184,7281 388,3168 327,1749

n.RMSE 20,14%  25,94% 29,43% 32,27% 48,16% 41,64%

XGBoost MAE [W/m?] 65,4053 92,0057 110,7271 123,9492 318,9619 258,0529
n.MAE 11,35% 16,08% 19,05% 21,65% 39,56% 32,84%

FS 10,32% 16,17% 17,65% 16,84% 1,36%  5,10%

Fonte: elaborada pelo autor

No Grafico 10 ¢ notavel que a tendéncia do nRMSE dos modelos € positiva até o

horizonte de 1 dia, em que atinge a maior diferenca de até ~11 pontos percentuais em relagdo

aos valores do horizonte prévio. Os modelos Boosting e XGBoost apresentam desempenhos

similares com uma leve variagdo dos valores, de 0,05 - 2 min, passando por 0,19 - 10 min, 0,47

- 30 min até 0,77 - 1 h e 0,89 — 7 dias, mas no horizonte de 1 dia essa variacdo atinge 5,27

pontos percentuais.

Grafico 10 — Variacdo do nRMSE, conjunto El Nifio sem o preditor ONI
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Conforme se observa no Grafico 11, os valores da FS dos modelos Boosting e

XGBoost apresentam até o horizonte de 30 min uma tendéncia positiva mais uniforme do que
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os resultados obtidos com o conjunto La Nifa. Para os horizontes 1 h, 1 dia e 7 dias os valores
da FS diminuem mas se mantendo positivos, com o destaque da queda considerdvel para o

horizonte 1 dia em que atinge o valor mais baixo da FS (1,36%) do modelo XGBoost.

Grafico 11 — Variagdo da Habilidade de previsdo, conjunto El Nifio sem o preditor ONI
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4.4 Resultados obtidos com o banco Neutro

Os resultados obtidos para o conjunto de observagdes dos periodos em que teve
auséncia dos eventos La Nifia e El Nifio se apresentam na Tabela 6. Os valores do RMSE dos
trés modelos sdo menores nos horizontes 2 min, 10 min e 30 min, em comparagdo com 0s
conjuntos Global, La Nifia e El Nifio. O nimero de observagdes resultantes para o horizonte de
7 dias do banco de dados Neutro foi menor do que o nimero de variaveis usadas para o
treinamento e teste dos modelos, razao pela que nao foi possivel a execugao dos modelos para
esse horizonte temporal. Destacam-se em amarelo os valores do RMSE do modelo com melhor

desempenho em cada horizonte.

Observa-se no Grafico 12 que a tendéncia do nRMSE dos modelos apresenta um
comportamento diferente dos conjuntos analisados previamente. Em termos gerais nota-se que
existe crescimento dos valores para cada modelo ao longo dos horizontes temporais. Os valores
de nRMSE para os modelos Boosting ¢ XGBoost passam desde ter uma diferenga quase nula
de (0,09 - 2 min, 0,2 - 30 min), até uma diferenca consideravel (1,05 - 10 min, 4,91 - 1 h, 3,42
— 7 dias).
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Tabela 6 — Resultados dos modelos de previsdo, conjunto Neutro sem o preditor ONI. A coluna referente a 7 dias
ndo encontra-se preenchida devido ao fato de o nimero de observagdes para este horizonte temporal ter sido
menor do que o nimero de variaveis (preditores) usadas para o treinamento e teste dos modelos.

Modelo Métrica Horizontes temporais
de erro 2min | 10min | 30min | 1h | 1dia |7 dias
RMSE [W/m?] 119,7209 147,9394 154,7095 203,4967 372,3077  **
c oA n.RMSE 19,60% 24,88% 26,56% 33,49% 43,23% = **
Persisténcia

MAE [W/m?] 52,6635 77,0976 97,5666 146,9714 280,6358  **
n.MAE 8,62% 1297% 16,75% 24,19% 32,59%  **
RMSE [W/m?] 107,8391 112,5787 133,4684 157,8619 367,2751  **
n.RMSE 17,66% 18,93% 22,92% 25,98% 42,65%  **
Boosting  MAE [W/m?] 53,2743 66,6829 80,9684 103,2870 326,3184  **
n.MAE 8,72%  11,21% 13,90% 17,00% 37,89%  **

FS 9,92%  23,90% 13,73% 22,43%  1,35% o

RMSE [W/m?] 108,4063 118,8020 132,3360 187,6928 396,9637  **

n.RMSE 17,75% 19,98%  22,72% 30,89% 46,07%  **

XGBoost MAE [W/m?] 54,6995 68,3933 80,5922 110,4703 313,6374 **
n.MAE 8,96%  11,50% 13,84% 18,18% 36,42%  **
FS 9,45%  19,70% 14,46%  7,77%  -6,55% ok

Fonte: elaborada pelo autor

Grafico 12 — Variagdo do nRMSE, conjunto Neutro sem o preditor ONI
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Fonte: elaborado pelo autor

O desempenho dos modelos Boosting e XGBoost com o conjunto Neutro ¢ variavel
e ndo apresenta uma tendéncia uniforme dos valores da FS, conforme se observa no Grafico 13.
Tanto no modelo Boosting como no modelo XGBoost a FS aumenta do horizonte de 2 min até
10 min, mas depois os dois caem subitamente. No caso do XGBoost ele continua caindo até o
horizonte de 1 dia atingindo valor negativo de -6,55%, enquanto o Boosting se recupera depois

do horizonte de 30 min até 1 h e depois cai até o menor valor obtido de 1,35%. O modelo
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Boosting teve melhor desempenho de forma geral, apresentando os valores de 9,92% - 2 min,

23,90% - 10 min, 22,43% - 1 h e 1,35% - 1 dia.

Grafico 13 — Variagdo da Habilidade de previso, conjunto Neutro sem o preditor ONI
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Fonte: elaborado pelo autor

O Grafico 14 apresenta de forma conjunta a comparacdo dos valores de nRMSE
obtidos com cada banco de dados. Se destaca que o banco de dados Neutro sem ONI apresentou
menores valores de nRMSE para os trés modelos nos horizontes 10 min, 30 min, 1h, enquanto
o modelo XGBoost no banco Global com ONI mostrou um valor 52.08% menor do que nos
outros bancos no horizonte de 2min. O modelo Boosting apresentou no banco Neutro sem ONI
um valor 39.26% menor do que nos outros bancos para o horizonte de 1 h. Conforme o estudo
de Wang et al. (2012), se confere o comportamento da previsdo, apresentando valores de
nRMSE menores para os dias ensolarados como no caso do banco de dados El Nifio, enquanto
para os dias nublados os valores de nRMSE sdo maiores como no banco de dados La Nina.
Analisando a ocorréncia do ENOS, os anos Neutros, anos em que ndo aconteceu nem La Nifia
nem El Niflo, s3o poucos ou até raros em termos da frequéncia, assim, mesmo os resultados de
erro sendo baixos ndo se mostram significativos para se tirar conclusdes, isso acontece devido
a pouca disponibilidade de dados para o treinamento e teste dos modelos com esse banco de

dados.

Os modelos Boosting ¢ XGBoost mostram um desempenho similar nos bancos
Global, La Nifia e El Nino ao longo dos horizontes temporais, onde os valores de nRMSE
apresentam diferenga de menos de 1% com a exce¢do dos casos pontuais especificados no
paragrafo anterior. Esse comportamento dos dois modelos esta de acordo com os resultados

obtidos por Torres-Barrdn et al. (2019) onde os modelos mencionados obtiveram os melhores
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resultados. O desempenho do modelo XGBoost € o esperado segundo Chen e Guestrin (2016),
sendo um modelo de aprendizagem de maquinas que pode se desenvolver de maneira igual ou
melhor do que os modelos mais comuns usados na previsao de irradiagdo solar, conseguindo
processar bancos de dados de centenas de milhares de observagdes com menos dificuldade
computacional do que os modelos de aprendizagem padroes. Esse desempenho também foi

comprovado no estudo desenvolvido por Fan et al. (2018).

Existe uma tendéncia positiva da FS nos resultados obtidos com os bancos Global,
La Nina e El Nifio, lembrando que esses bancos contém observacdes onde teve ocorréncia do
ENOS. Diante disto, e como sugerido por Brasil et al. (2020b), existe influéncia do ONI na

sensibilidade de previsdo de irradiacdo solar.

Grafico 14 — nRMSE da previsdo realizada com cada banco de dados
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Fonte: elaborado pelo autor
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5 CONCLUSAO

Na presente dissertagdo realizou-se a andlise da previsao de irradiagdo solar em
Fortaleza para os horizontes 2 min, 10 min, 30 min, 1 h, 1 dia ¢ 7 dias comparando o
desempenho dos modelos XGBoost e Boosting. Por razdes do desempenho computacional, e
mantendo a confiabilidade da andlise desenvolvida, usou-se apenas 50% do total das
observagoes para a resolucao temporal de 2 minutos. Para as demais resolugdes estudadas essa

reducdo nao se¢ mostrou necessaria.

Observando os resultados obtidos com os modelos de previsdo desenvolvidos,
pode-se conferir a influéncia positiva do ENOS tanto de forma direta como preditor ONI, como
de forma indireta nos bancos que contém observacdes onde aconteceram os fendmenos
meteoroldgicos, aportando mais sensibilidade aos modelos de aprendizagem e melhorando a
previsdo de irradiagdo solar, atingindo valores de FS até 28,22% para o horizonte de 7 dias no
banco de dados La Nifia, em comparagdao com os 23,90% para o horizonte de 10 min no banco

de dados Neutro, em ambos casos com o modelo Boosting.

O Boosting foi o modelo que apresentou melhores resultados de previsdo com um
valor de FS maximo de 28,22% para o horizonte de 7 dias no banco de dados La Nina,
destacando que todos os valores de FS obtidos foram positivos tendo como valor minimo 1,35%
para o horizonte de 1 dia no banco de dados Neutro. Esse método de aprendizagem de méaquinas
tem a limitante de ser um modelo que ocupa grande quantidade de recursos computacionais,
precisando que seja realizado um pré-processamento do banco de dados para diminuir a

quantidade de observagoes o suficiente sem afetar os resultados finais da previsao.

O segundo melhor modelo foi 0 XGBoost, que mostrou um desempenho similar ao
Boosting, com valores de FS similares na maioria dos casos mas também apresentando valores
maiores que o Boosting em trés casos especificos: 0,01 — 2 min conjunto Global com ONI; 3,19
— 7 dias conjunto Global sem ONI e 0,73 — 30 min conjunto Neutro (diferenca em pontos
percentuais), atingindo o maximo de 20,11% para o horizonte de 30 min no banco de dados La
Nifia e o valor minimo obtido foi -6,55% para o horizonte de 1 dia no banco de dados Neutro.
Apo6s ser realizada a analise dos hiperparametros adequados para o processamento das
observagdes, o XGBoost apresentou maior velocidade de execugcdo com cada banco,

demorando menos da metade do tempo que o Boosting no processamento das observagdes.
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